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Plan
• fonctions d’activation

• rétro-propagation

• réseau de neurones

• exemples

• neurone et perceptron

 Deepmath [Bodin & Récher] http://exo7.emath.fr/cours/livre-deepmath.pdf

http://cs229.stanford.edu
http://coursera.org/share/5aa61ab89328fc47de71f57999bf14b2

Machine Learning [Andrew Ng]

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Rappels mathématiques
• dérivée de la composition de fonctions (chain rule)

• dérivée d’une fonction de plusieurs arguments

<latexit sha1_base64="zrpGb570Qtv3HJdpQaH9M8Pbyd0="></latexit>

(f (g(x))→ = f →(g(x)) g →(x)

<latexit sha1_base64="K8F/6m35gX4z86fd1Wl2HsalqnM="></latexit>

dz

dx
=

dz

dy

dy

dx

<latexit sha1_base64="kKUePnJpvIep39hWNjFWKqyXf0M="></latexit>

ω

ωt
f (x , y) =

ω

ωx
f (x , y)

ωx

ωt
+

ω

ωy
f (x , y)

ωy

ωt

[ z dépend de y ]   [ y dépend de x ]

[ f dépend de x et y ]   [ x et y dépendent de t ]
<latexit sha1_base64="LXZQrtjefy+/mSTF9ep0u+qOQUc="></latexit>

ωf

ωt
=

ωf

ωx

ωx

ωt
+

ωf

ωy

ωy

ωt
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Régression linéaire

<latexit sha1_base64="uxiOKyrIgI6MKTIjCXjr4QkEXZc="></latexit>

x =





1
x1
...
xd





<latexit sha1_base64="HK1p90RTd6K3pbTl0KwNfJrB+9g="></latexit>

ω =





ω0
ω1
...
ωd




<latexit sha1_base64="eV2VioqvHinaID3F4FDdZZB2qEw="></latexit>

f (x) = ω0 + ω1x1 · · · ωdxd = ωT x

• on cherche une approximation linéaire du jeu de données
<latexit sha1_base64="bbY/XNwDbK0j/DUrjvSX63iH9w8="></latexit>

(x (i), y (i))



Régression linéaire

<latexit sha1_base64="uxiOKyrIgI6MKTIjCXjr4QkEXZc="></latexit>

x =





1
x1
...
xd





<latexit sha1_base64="HK1p90RTd6K3pbTl0KwNfJrB+9g="></latexit>

ω =





ω0
ω1
...
ωd




<latexit sha1_base64="eV2VioqvHinaID3F4FDdZZB2qEw="></latexit>

f (x) = ω0 + ω1x1 · · · ωdxd = ωT x

• on cherche une approximation linéaire du jeu de données
<latexit sha1_base64="bbY/XNwDbK0j/DUrjvSX63iH9w8="></latexit>

(x (i), y (i))

• dans l’exemple de la pression artérielle en fonction de l’âge, on a  
<latexit sha1_base64="0zIoh9Ig+BIJUd9reGHsfs+j1zo="></latexit>

d = 1

• dans l’exemple du taux de carbone en fonction du volume et du poids, on a 
<latexit sha1_base64="NXSkYy8LV4IdbakVKC5cN3BRP1I="></latexit>

d = 2



Classification - régression logistique
• pour séparer par une droite les zones rouge et bleue, on cherche     tel que :  

<latexit sha1_base64="eTbdB2Sy8ca4qJTE9+zkIwLWrlo="></latexit>

ω
<latexit sha1_base64="C7i0hyOKe832xEkM+ecSqAZRoIc="></latexit>

ω(εT x) = ω(ε0 + ε1x1 + · · · εdxd) > 1
2

<latexit sha1_base64="8vHkoDZWC/3NThEyfGe4VwPKug8="></latexit>

ωT x = ω0 + ω1x1 + · · · ωdxd > 0

<latexit sha1_base64="xgYUgH/okAxT3mpeu0e/G4NRmT0="></latexit>

ω(x) =
1

1 + e→x

avec la fonction sigmoïde définie par:

<latexit sha1_base64="uuV784qL4PC8wmrtSy7T8Tin6+U="></latexit>ω



Fonctions d’activation
• fonctions d’activation possibles

<latexit sha1_base64="xgYUgH/okAxT3mpeu0e/G4NRmT0="></latexit>

ω(x) =
1

1 + e→x

 la fonction sigmoïde

<latexit sha1_base64="JXOUYoTUc/MR0QCmxzsFLgXYb3U="></latexit>

tanh(x) =
ex → e→x

ex + e→x

<latexit sha1_base64="e+S5SBfEwt/0o6+JYLhLvMV+C5k="></latexit>

ReLU(x) = max(0, x)
<latexit sha1_base64="+RTMsbmfeciZGoLVQlOe3RcbIgk="></latexit>

ReLU

<latexit sha1_base64="KjYN7RtVgD4FxGeZeVlyy22GiwE="></latexit>

tanh

<latexit sha1_base64="1ECVe0vJ7sYX5mZf9y/RxtPD1bA="></latexit>

H

<latexit sha1_base64="uuV784qL4PC8wmrtSy7T8Tin6+U="></latexit>ω

 la tangente hyperbolique

 la fonction marche de Heaviside

 la fonction linéaire rectifiée

• certaines ne sont pas dérivables en 0.. ce n’est pas grave si on n’utilise pas 0

<latexit sha1_base64="KVP+ba61a3Oki9I496AY03McMjA="></latexit>

H(x) =
{

1 si x → 0

0 sinon
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Neurone
• neurone à d entrées et 1 sortie

<latexit sha1_base64="j7N3yT2RSu1ED6JhLhZalXrdbxo="></latexit>

x =





x1
...
xd
1





<latexit sha1_base64="TuUgWx8LV4i1yfSsxJlovukendo="></latexit>

w =





w1
...
wd

b





<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1
<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd
<latexit sha1_base64="kHAuG/Bq+OIVKXXCmy5ZBVBePZM="></latexit>

1

<latexit sha1_base64="s/Am6bhGGhMm5HN27gjebFS2U3c="></latexit>

hw (x)
<latexit sha1_base64="fDdzAhBFDClBm1IHdqDLlc/0U/8="></latexit>

hw (x) = f (wT x) = f (
∑d

i=1 wixi + b)

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1
<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

<latexit sha1_base64="s/Am6bhGGhMm5HN27gjebFS2U3c="></latexit>

hw (x)

<latexit sha1_base64="48msmu0lhR8VWCAwoClYUoXZy0s="></latexit>

b

<latexit sha1_base64="aFBqGfq+1xlpTefpVxeM5/2ZEaw="></latexit>w1

<latexit sha1_base64="nLfr1NlL4F9zlMP8+ZpNikMgVL4="></latexit>w2
<latexit sha1_base64="YHeAfz+nJSrJHWJWqBCSJ2UV+gE="></latexit>wd

• autre présentation graphique

fonction d’activation

biais

• avec 1 neurone, on fait la régression (ou classification) linéaire



ation

Neurone
attention: changement de notations

<latexit sha1_base64="j7N3yT2RSu1ED6JhLhZalXrdbxo="></latexit>

x =





x1
...
xd
1





<latexit sha1_base64="TuUgWx8LV4i1yfSsxJlovukendo="></latexit>

w =





w1
...
wd

b





<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1
<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd
<latexit sha1_base64="kHAuG/Bq+OIVKXXCmy5ZBVBePZM="></latexit>

1

<latexit sha1_base64="s/Am6bhGGhMm5HN27gjebFS2U3c="></latexit>

hw (x)
<latexit sha1_base64="fDdzAhBFDClBm1IHdqDLlc/0U/8="></latexit>

hw (x) = f (wT x) = f (
∑d

i=1 wixi + b)

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1
<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

<latexit sha1_base64="s/Am6bhGGhMm5HN27gjebFS2U3c="></latexit>

hw (x)

<latexit sha1_base64="48msmu0lhR8VWCAwoClYUoXZy0s="></latexit>

b

<latexit sha1_base64="aFBqGfq+1xlpTefpVxeM5/2ZEaw="></latexit>w1

<latexit sha1_base64="nLfr1NlL4F9zlMP8+ZpNikMgVL4="></latexit>w2
<latexit sha1_base64="YHeAfz+nJSrJHWJWqBCSJ2UV+gE="></latexit>wd

• autre présentation graphique

fonction d’activation

biais

<latexit sha1_base64="uxiOKyrIgI6MKTIjCXjr4QkEXZc="></latexit>

x =





1
x1
...
xd





<latexit sha1_base64="HK1p90RTd6K3pbTl0KwNfJrB+9g="></latexit>

ω =





ω0
ω1
...
ωd





<latexit sha1_base64="eV2VioqvHinaID3F4FDdZZB2qEw="></latexit>

f (x) = ω0 + ω1x1 · · · ωdxd = ωT x

ancienne notation

nouvelle notation



Neurone - perceptron
•  d entrées et 1 sortie

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1
<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

<latexit sha1_base64="s/Am6bhGGhMm5HN27gjebFS2U3c="></latexit>

hw (x)

<latexit sha1_base64="48msmu0lhR8VWCAwoClYUoXZy0s="></latexit>

b

<latexit sha1_base64="aFBqGfq+1xlpTefpVxeM5/2ZEaw="></latexit>w1

<latexit sha1_base64="nLfr1NlL4F9zlMP8+ZpNikMgVL4="></latexit>w2
<latexit sha1_base64="YHeAfz+nJSrJHWJWqBCSJ2UV+gE="></latexit>wd

<latexit sha1_base64="j7N3yT2RSu1ED6JhLhZalXrdbxo="></latexit>

x =





x1
...
xd
1




<latexit sha1_base64="fDdzAhBFDClBm1IHdqDLlc/0U/8="></latexit>

hw (x) = f (wT x) = f (
∑d

i=1 wixi + b)

fonction d’activation

<latexit sha1_base64="TuUgWx8LV4i1yfSsxJlovukendo="></latexit>

w =





w1
...
wd

b





<latexit sha1_base64="HNB4aD1Yzb/mN7c0vTD3IwlnlF0="></latexit>

F (x , y)
<latexit sha1_base64="cguydCW4M8alXPGyt0R4NPjgmmY="></latexit>y

<latexit sha1_base64="W0kpqlf5i0Rnh+h4uRmPe1qqS94="></latexit>x

<latexit sha1_base64="26EZm8DA8JbQfGpZkTicmL0V/xE="></latexit>

b

H
<latexit sha1_base64="L6UgQq8nOMA00YMVUn3+guPEVhk="></latexit>

x =




x
y

1





<latexit sha1_base64="jlh8FknQtVOvTYQ6qaL8xqjvtJg="></latexit>

F (x , y) = hw (x) = f (wTx) = x → 2y + 1

<latexit sha1_base64="tEc3809ywJdrw2TvVKAYFZxMI6c="></latexit>

w =




1
→2

1





• classification linéaire avec              (Heaviside)
<latexit sha1_base64="2I5XC0y6dOcQpnCv/bqsoA2eaxA="></latexit>

f = H

F (x, y) < 0

F (x, y) > 0



Neurone - perceptron
• on ne peut pas faire le OU exclusif (XOR) avec 1 seul neurone

F (x, y) > 0

F (x, y) > 0
F (x, y) < 0

• il faut plus de neurones

<latexit sha1_base64="cguydCW4M8alXPGyt0R4NPjgmmY="></latexit>y

<latexit sha1_base64="W0kpqlf5i0Rnh+h4uRmPe1qqS94="></latexit>x
<latexit sha1_base64="kULF3R6PN7rEnm34qShBaP2ea88="></latexit>

! 1

<latexit sha1_base64="RAJEHXy6BCpKq4TkBMLcxjPpyS8="></latexit>

1

<latexit sha1_base64="kULF3R6PN7rEnm34qShBaP2ea88="></latexit>

! 1

<latexit sha1_base64="kULF3R6PN7rEnm34qShBaP2ea88="></latexit>

! 1

<latexit sha1_base64="kULF3R6PN7rEnm34qShBaP2ea88="></latexit>

! 1

<latexit sha1_base64="RAJEHXy6BCpKq4TkBMLcxjPpyS8="></latexit>

1

<latexit sha1_base64="RAJEHXy6BCpKq4TkBMLcxjPpyS8="></latexit>

1

<latexit sha1_base64="RAJEHXy6BCpKq4TkBMLcxjPpyS8="></latexit>

1

<latexit sha1_base64="kULF3R6PN7rEnm34qShBaP2ea88="></latexit>

! 1

<latexit sha1_base64="aiSGYlIAMK/g6Edbpow1jdv/aII="></latexit>

H

<latexit sha1_base64="aiSGYlIAMK/g6Edbpow1jdv/aII="></latexit>

H

<latexit sha1_base64="aiSGYlIAMK/g6Edbpow1jdv/aII="></latexit>

H

<latexit sha1_base64="CmdP8m+TC4gcycKopKyV5lt9210="></latexit>

H(H(x ! y ! 1) + H(! x + y ! 1) ! 1)

x/y 0 1

0 0 1

1 1 0

XOR

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py
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Réseau de neurones

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1

<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2
<latexit sha1_base64="Oy6/O/v23zs7z+JEaxeS/M3nufs="></latexit>

hW ,b(x)

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

<latexit sha1_base64="mSr+8tFI9VLOdfua3mLDXshGkKg="></latexit>

x =

!

"
"
"
"
"
#

x1

x2

...

xd

$

%
%
%
%
%
&

<latexit sha1_base64="yutLVwa3x5foVRvoIakQ27KmV80="></latexit>

z[! ] =

!

"
"
"
"
"
"
#

z[! ]
1

z[! ]
2

...

z[! ]
d!

$

%
%
%
%
%
%
&

<latexit sha1_base64="W1EvhmyYk8IM51ATtu0qXFzHJ+E="></latexit>

a[! ] =

!

"
"
"
"
"
"
#

a[! ]
1

a[! ]
2

...

a[! ]
d!

$

%
%
%
%
%
%
&

<latexit sha1_base64="KfAqP2l3Bq/OMFGZPEK/Xh3lhb4="></latexit>

b[! ] =

!

"
"
"
"
"
"
#

b[! ]
1

b[! ]
2

...

b[! ]
d!

$

%
%
%
%
%
%
&

<latexit sha1_base64="6p50Pe9U75bGMk3acjb53A0qVik="></latexit>

W [! ] =

!

"
"
"
"
"
"
#

w[! ]
11 w[! ]

12 á á á w[! ]
1d!

w[! ]
21 w[! ]

22 á á á w[! ]
2d!

...
...

w[! ]
d! +1 1 w[! ]

d! +1 2 á á á w[! ]
d! +1 d!

$

%
%
%
%
%
%
&

<latexit sha1_base64="GrKzjFTWH97VYioTc4wqKpfqfOI="></latexit>

(1 ! ! ! n! )

• exemple de réseau avec d entrées, 1 sortie, 5 couches                 et une fonction d’activation uniforme f
<latexit sha1_base64="rTyQ9LauMt5pj8dTHYV/iHM42Eo="></latexit>

(n! = 5)

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]

entrées chaque ligne donne la valeur  
du neurone de la couche suivante 

valeurs avant et après la 
fonction d’activation

biais



Réseau de neurones

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1

<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2
<latexit sha1_base64="Oy6/O/v23zs7z+JEaxeS/M3nufs="></latexit>

hW ,b(x)

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

• 31 paramètres quand d = 3 !!

<latexit sha1_base64="5y+r7HU6AM2Oo0x3zWFaNXTxJd4="></latexit>

d = d1
<latexit sha1_base64="m/nMv4s3qWyzTaXsu0Z+pEAOxh4="></latexit>

W [2] : 4 ! 3
<latexit sha1_base64="k7tpr28A6XRxlyR1QTm7vrIlncM="></latexit>

W [3] : 2 ! 4
<latexit sha1_base64="EnHV+F6dOCtWNWg1lHDS/gJzSiU="></latexit>

W [4] : 1 ! 2
<latexit sha1_base64="X0mkGbTxIvJe6OJmkagqDrgTgfY="></latexit>

n! = 5
<latexit sha1_base64="yqNvPJOvAQyohBvV+kyQLYpDa2U="></latexit>

W [1] : 3 ! d

• exemple de réseau avec d entrées, 1 sortie, 5 couches                 et une fonction d’activation uniforme f
<latexit sha1_base64="rTyQ9LauMt5pj8dTHYV/iHM42Eo="></latexit>

(n! = 5)

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Calcul de l’erreur

• il faut deviner les nombreux paramètres par apprentissage supervisé

• fonction d’erreur (ou coût)

<latexit sha1_base64="YstkF+X3fJnWL7udyn/rhBOKCEw="></latexit>

J(W , b; x, y) = 1
2(hW ,b(x) ! y)2

<latexit sha1_base64="oLC1SmFqvH18uc6tRiTNDfQYUYg="></latexit>

J(W , b) = 1
n

n!

i=1

J(W , b; x(i ) , y(i ) ) + !
2

n! ! 1!

"=1

d!!

i=1

d! +1!

j =1

(w[" ]
ij )2

correction pour équilibrer l’influence  
des poids [weight decay]

• descente du gradient sur J pour calculer tous les poids !

moyenne

• on dispose donc d’un jeu de n données
<latexit sha1_base64="BaTGRAibYe2g0PySc+J4fpA3NHk="></latexit>

(x(i ) , y(i ) )
<latexit sha1_base64="8CMY4ZzJOnlNdtItad/wehbVUfg="></latexit>

(1 ! i ! n)



• descente du gradient en calculant les dérivées partielles par rapport aux poids

Calcul des dérivées

• comment calculer ces nombreuses dérivées partielles ?
<latexit sha1_base64="lbbrhCVzB0rPqzBQWBW/w0d9UNc="></latexit>

!

! w[! ]
ij

J(W , b; x, y)

<latexit sha1_base64="SAW6QXs5uDonB+olyyQsfqZLT6s="></latexit>

!

! b[! ]
i

J(W , b; x, y)

?

<latexit sha1_base64="OfwlfVLlUipdo+XxtpUSjtJW/c8="></latexit>

w[! ]
ij = w[! ]

ij ! !
"

" w[! ]
ij

J(W , b)

<latexit sha1_base64="FDFHUu8r34JX66qmYHHq5boJvz4="></latexit>

!

! w[! ]
ij

J(W , b) =

!
1
n

n"

k=1

!

! w[! ]
ij

J(W , b; x(k) , y(k) )

#

+ " w[! ]
ij

<latexit sha1_base64="LoKIEga+5BmOH65s1CJ3kjpWNGM="></latexit>

b[! ]
i = b[! ]

i ! !
"

" b[! ]
i

J(W , b)

<latexit sha1_base64="ijE1iaemCiZTybz0NLASDQYdPKY="></latexit>

!

! b[! ]
i

J(W , b) = 1
n

n!

k=1

!

! b[! ]
i

J(W , b; x(k) , y(k) )

<latexit sha1_base64="YstkF+X3fJnWL7udyn/rhBOKCEw="></latexit>

J(W , b; x, y) = 1
2(hW ,b(x) ! y)2

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]



Rétro-propagation

• hypothèses

• retour aux cours (élémentaires) de mathématiques en calculant d’abord la dérivée par rapport aux  

<latexit sha1_base64="cO6F2aGBPLDiL+F/0HNP7Wbd7pw="></latexit>

hW ,b(x) = a[n! ] = f (z[n! ])

<latexit sha1_base64="olJ/54IwloSgttHGsEFKbxPAyno="></latexit>

f (z[! ]
i ) = a[! ]

i

<latexit sha1_base64="fKTxBvjuCkooVy3ioRg8uT5tuiU="></latexit>

z[! +1]
d! +1

<latexit sha1_base64="/g9fLeR8wt30uvlbhxDGbQigpJg="></latexit>

z[! +1]
1

<latexit sha1_base64="lWTM5D+DDVQg8C3mwkBuR9SoFsg="></latexit>

z[! +1]
2

<latexit sha1_base64="l6jgQKKiS/s1iSA+NhRqb7CCuEc="></latexit>

z[! +1]
3

<latexit sha1_base64="CWsJK/9iaXziMdrwtmv0ePUVlVQ="></latexit>

! [n! ]
i = !

! z
[n! ]
i

J(W , b; x, y)

= !
! z

[n! ]
i

1
2 (hW ,b(x) ! y)2

= ( a[n! ]
i ! y) ! a

[n! ]
i

! z
[n! ]
i

= ( a[n! ]
i ! y) f !(z[n! ]

i )

<latexit sha1_base64="gpEWTR32FDMI92CkpmTJNpRij9I="></latexit>

z[! ]
i

[Seppo Linnainmaa 1970, Yann LeCun 1985]

<latexit sha1_base64="YstkF+X3fJnWL7udyn/rhBOKCEw="></latexit>

J(W , b; x, y) = 1
2(hW ,b(x) ! y)2

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]

dernière couche



Rétro-propagation

• hypothèses
<latexit sha1_base64="YstkF+X3fJnWL7udyn/rhBOKCEw="></latexit>

J(W , b; x, y) = 1
2(hW ,b(x) ! y)2

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]

<latexit sha1_base64="cO6F2aGBPLDiL+F/0HNP7Wbd7pw="></latexit>

hW ,b(x) = a[n! ] = f (z[n! ])

<latexit sha1_base64="olJ/54IwloSgttHGsEFKbxPAyno="></latexit>

f (z[! ]
i ) = a[! ]

i

<latexit sha1_base64="fKTxBvjuCkooVy3ioRg8uT5tuiU="></latexit>

z[! +1]
d! +1

<latexit sha1_base64="/g9fLeR8wt30uvlbhxDGbQigpJg="></latexit>

z[! +1]
1

<latexit sha1_base64="lWTM5D+DDVQg8C3mwkBuR9SoFsg="></latexit>

z[! +1]
2

<latexit sha1_base64="l6jgQKKiS/s1iSA+NhRqb7CCuEc="></latexit>

z[! +1]
3

<latexit sha1_base64="RAb1J7TnomQHa0Ct1Is9jDalCls="></latexit>

! [! ]
i = "

" z[! ]
i

J(W , b; x, y)

=
! d! +1

j =1
"

" z[! +1]
j

J(W , b; x, y)
" z[! +1]

j

" z[! ]
i

=
! d! +1

j =1 ! [! +1]
j

" z[! +1]
j

" a[! ]
i

" a[! ]
i

" z[! ]
i

=
! d! +1

j =1 ! [! +1]
j w[! ]

ji f ! (z[! ]
i )

= (
! d! +1

j =1 w[! ]
ji ! [! +1]

j ) f ! (z[! ]
i )

[Seppo Linnainmaa 1970, Yann LeCun 1985

• retour aux cours (élémentaires) de mathématiques en calculant d’abord la dérivée par rapport aux  
<latexit sha1_base64="gpEWTR32FDMI92CkpmTJNpRij9I="></latexit>

z[! ]
i

couche intermédiaire



Rétro-propagation

<latexit sha1_base64="YZ1jKLoTwWfnHsh7DT8FVBFGj8Q="></latexit>

!

! b[! ]
i

J(W , b; x, y) = " [! +1]
i

<latexit sha1_base64="v3z3qw1L6jY4fAq7o4TcBxQJ/Gc="></latexit>

!

! w[! ]
ij

J(W , b; x, y) = a[! ]
j " [! +1]

i

• calcul des dérivées partielles par rapport aux poids    [Seppo Linnainmaa 1970, Yann LeCun 1985]

<latexit sha1_base64="0GDunNG4RyXJG2XXgcvNbTwCe/4="></latexit>

!
! w [! ]

ij

J(W , b; x, y) =
! d! +1

k=1 ! ["+1]
k

! z[! +1]
k

! w [! ]
ij

= ! ["+1]
i

! z[! +1]
i

! w [! ]
ij

= ! ["+1]
i

!
! w [! ]

ij

! d!
k=1 w[" ]

ik a[" ]
k

= ! ["+1]
i a[" ]

j

<latexit sha1_base64="YstkF+X3fJnWL7udyn/rhBOKCEw="></latexit>

J(W , b; x, y) = 1
2(hW ,b(x) ! y)2

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]

• hypothèses

<latexit sha1_base64="SCMzPbOvOkL2sCODvgvJz5ldzMo="></latexit>

! [n! ]
i =

"

" z[n! ]
i

J(W , b; x, y) = ( a[n! ]
i ! y) f !(z[n! ]

i )

<latexit sha1_base64="rdWfrcvByuMO6q33P2ACp+1YdcI="></latexit>

! [! ]
i =

"

" z[! ]
i

J(W , b; x, y) = (
d! +1!

j =1

w[! ]
ji ! [! +1]

j ) f ! (z[! ]
i )



2)  pour la couche de sortie (ou les sorties si plusieurs), on calcule 

<latexit sha1_base64="vCXSOONyfjUNuRaRu168Y/GVlM0="></latexit>

! [n! ]
i = ( a[n! ]

i ! y) f !(z[n! ]
i )

3) pour chaque neurone des couches intermédiaires, on calcule

4) les dérivées sont maintenant établies 

<latexit sha1_base64="YZ1jKLoTwWfnHsh7DT8FVBFGj8Q="></latexit>

!

! b[! ]
i

J(W , b; x, y) = " [! +1]
i

<latexit sha1_base64="v3z3qw1L6jY4fAq7o4TcBxQJ/Gc="></latexit>

!

! w[! ]
ij

J(W , b; x, y) = a[! ]
j " [! +1]

i

1) on calcule les         par une passe en avant
<latexit sha1_base64="yrjqccgESD+2lRkcPzWWuHAwjyc="></latexit>

a[! ]
i

• calcul des dérivées partielles par rapport aux poids

<latexit sha1_base64="do1ke/6JKRceoVTQ0f30tKmQsSg="></latexit>

! [! ]
i = (

d! +1!

j =1

w[! ]
ji ! [! +1]

j ) f ! (z[! ]
i )

<latexit sha1_base64="cO6F2aGBPLDiL+F/0HNP7Wbd7pw="></latexit>

hW ,b(x) = a[n! ] = f (z[n! ])

<latexit sha1_base64="olJ/54IwloSgttHGsEFKbxPAyno="></latexit>

f (z[! ]
i ) = a[! ]

i

<latexit sha1_base64="fKTxBvjuCkooVy3ioRg8uT5tuiU="></latexit>

z[! +1]
d! +1

<latexit sha1_base64="/g9fLeR8wt30uvlbhxDGbQigpJg="></latexit>

z[! +1]
1

<latexit sha1_base64="lWTM5D+DDVQg8C3mwkBuR9SoFsg="></latexit>

z[! +1]
2

<latexit sha1_base64="l6jgQKKiS/s1iSA+NhRqb7CCuEc="></latexit>

z[! +1]
3

Rétro-propagation



Rétro-propagation

2)  pour la sortie (ou les sorties si plusieurs), on calcule 

3) pour chaque neurone des couches intermédiaires, on calcule

4) les dérivées sont maintenant établies 

1) on calcule les         et les       par une passe en avant
<latexit sha1_base64="yrjqccgESD+2lRkcPzWWuHAwjyc="></latexit>

a[! ]
i

<latexit sha1_base64="g2nKm/kRtdXlk/KeFKcdalZW37s="></latexit>

z[! ]
i

<latexit sha1_base64="JhTk8lX1V/XPd2+oEZsLnRXHbKU="></latexit>

! [! ] = (( W [! ])T ! [! +1] ) ¥ f !(z[! ])

<latexit sha1_base64="FYuWtS8k5JXebr/FM6BYFgE1i7w="></latexit>

! [n! ] = ( a[n! ] ! y) ¥ f !(z[n! ])

<latexit sha1_base64="lH3wgiARF9zABJQCb5btGTOZKjg="></latexit>

! W [! ] J(W , b; x, y) = ! [! +1] (a[! ])T

<latexit sha1_base64="LLznsfrA+PdCsIRyHSnhaKzNcPI="></latexit>

! b[! ] J(W , b; x, y) = ! [! +1]

<latexit sha1_base64="Gk6aPDQxfqztGMLG2GfP/a5xP3c="></latexit>¥ multiplication point par point

<latexit sha1_base64="rjfoRCPgLmhhGdpko1Y9Wh+Zur8="></latexit>

! opérateur de dérivation par 
rapport à tous les éléments 
de la matrice

• calcul des dérivées partielles par rapport aux poids
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apprentissage  
profond



Apprentissage profond - calcul des poids

3) modifier tous les poids

• descente du gradient (par lots) avec rétro-propagation pour calculer les poids

1) initialisation                    et                  pour tout  
<latexit sha1_base64="XQ6hYWJijogbgL0JTfUD8riI6gE="></latexit>

!
<latexit sha1_base64="6UsysHPsWLny/pi+3PoIZv3YVT0="></latexit>

dW [! ] = 0
<latexit sha1_base64="PnYS61bl8+mPatpAU/lE9SkIgdM="></latexit>

db[! ] = 0

(i)  par rétropropagation, calculer                                 et
<latexit sha1_base64="Cyu5VpM+klIPs80n3ThHHOseJaU="></latexit>

! W [! ] J(W , b; x, y)
<latexit sha1_base64="tGZQjGwuVlzBaJ230kJmI6juN/4="></latexit>

! b[! ] J(W , b; x, y)

2) pour toutes les données
<latexit sha1_base64="8T5iGx5TiuQ1sLl6CMRtMpkNw9Q="></latexit>

(x, y)

<latexit sha1_base64="EPrl7md1Tv0fRRI3qJyK9i3TzvQ="></latexit>

W [! ] = W [! ] ! !
!"

1
n dW [! ]

#
+ " W [! ]

$

<latexit sha1_base64="9f5mwtF8FVhkAui4DKIQRpE4+jc="></latexit>

b[! ] = b[! ] ! !
!

1
n db[! ]

"

<latexit sha1_base64="CWSVYUGkNRuSutmd3fEI02OLIgo="></latexit>

dW [! ] = dW [! ] + ! W [! ] J(W , b; x, y)
<latexit sha1_base64="uM2q3FmXP4XAGbxjbRscg8hpgjI="></latexit>

db[! ] = db[! ] + ! b[! ] J(W , b; x, y)

(ii)  additionner les dérivées pour chaque donnée

4) et on recommence la descente jusqu’à convergence 

5) PROBLÈMES: initialisation des W et b, choix de    , et vitesse de cet algorithme <latexit sha1_base64="bmdRBW2x+Re+fG7smJovTVTCJpA="></latexit>!



Calcul des poids
Exercice  Ecrire les fonctions Python pour le calcul des poids avec les jeux de données et le modèle suivant

données modèle

• on veut trouver un modèle (neural net) qui approxime les données d’entrainement

• ce qui permet de prevoir des résultats en dehors des données d’entrainement (predictions )

• dans notre exercice, on suppose un réseau à 3 couches (entrée, intermédiaire avec 2 neurones, sortie) et 
une fonction sigmoïde d’activation

• il reste à calculer les paramètres (poids)



Apprentissage profond
• jeu de données et coefficients initiaux

bleus  = [( i / 10,  0.2 )  for  i  in  range  ( 20)]  + \  
        [( 6 + i / 10,  0.2 )  for  i  in  range  ( 20)]  
rouges  = [( 3 + i / 10,  1)  for  i  in  range  ( 20)]  
  
dataset  = bleus  + rouges  

# --- param•tres (poids) du rŽseau ---  
a1,  a2,  a3,  a4 = ( 0.0 ,  1.0 ,  0.0 ,  - 1.0 )  
a5,  a6,  a7 = ( 1.0 ,  1.0 ,  - 1.0 )

def  sigma  ( x)  :  
    return  1 /  ( 1 + np. exp (- x))  

def  dsigma  ( x)  :  
    return  ( sigma  ( x))  *  ( 1 -  sigma ( x))

• fonction d’activation (et sa dérivée)

• on va calculer les poids par une descente de gradient sur les 7 coefficients

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage profond
• fonction calculée

def  F1( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    return  sigma  ( a1 *  x + a2)  

def  F2( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    return  sigma  ( a3 *  x + a4)  
     
def  F( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    return  sigma  ( a5 *  F1( x)  + a6 *  F2( x)  + a7)

xlim  = (- 3,  12)  
def  show ( dataset )  :  
    global  xlim  
    for  ( x,  y)  in  dataset  :  
        plt . plot  ( x,  y,  marker =' o',  color =' r '  if  y  == 1 else  ' b')  
    X = np. linspace  (* xlim ,  100 )  
    Y = F( X)  
    plt . plot  ( X,  Y)  
    plt . grid ()  
    plt . show()

• affichage des données et de la fonction calculée

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage profond
• dérivées de la fonction calculée

def  dF1( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    return  np. array  ([ dsigma  ( a1 *  x + a2)  *  x,  \  
            dsigma  ( a1 *  x + a2),  \  
            0,  0,  0,  0,  0])  

def  dF2( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    return  np. array  ([ 0,  0,  dsigma  ( a3 *  x + a4)  *  x,   
            dsigma  ( a3 *  x + a4),  0,  0,  0])  
     
def  dF( x):  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    dA3 = dsigma ( a5 *  F1( x)  + a6 *  F2( x)  + a7)  
    return  np. array  ([  \  
            dA3 *  a5 *  dF1( x)[ 0],  
            dA3 *  a5 *  dF1( x)[ 1],  
            dA3 *  a6 *  dF2( x)[ 2],  
            dA3 *  a6 *  dF2( x)[ 3],  
            dA3 *  F1( x),  
            dA3 *  F2( x),  
            dA3 ])

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage profond
• descemte du gradient 

def  descent  ( dataset )  :  
    global  a1,  a2,  a3,  a4,  a5,  a6,  a7 
    global  alpha  
    for  epoch  in  range  ( 800 )  :  
        dd = derJ  ( dataset )  
        a1 -=  alpha  *  dd [ 0]  
        a2 -=  alpha  *  dd [ 1]  
        a3 -=  alpha  *  dd [ 2]  
        a4 -=  alpha  *  dd [ 3]  
        a5 -=  alpha  *  dd [ 4]  
        a6 -=  alpha  *  dd [ 5]  
        a7 -=  alpha  *  dd [ 6]

• dérivées du coût

def  derJxy  ( x,  y)  :  
    return  ( F( x)  -  y)  *  dF ( x)  

def  derJ  ( dataset )  :  
    s  = 0 
    for  ( x,  y)  in  dataset  :  
        s  += derJxy  ( x,  y)  
   return  s

def  Jxy ( x,  y)  :  
    return  0.5  *  ( F ( x)  -  y)** 2 

def  J( dataset )  :  
    s  = 0; n = len ( dataset )  
    for  ( x,  y)  in  dataset  :  
        s  += Jxy  ( x,  y)  
    return  s

• la fonction J de coût

alpha  = 0 .1  
print  (' J = ',  J  ( dataset ))  
print  (' a1a2a3a4a5a6a7 --> ',  a1,  a2,  a3,  a4,  a5,  a6,  a7)  
show ( dataset ) 

descent  ( dataset ) 

print  (' J = ',  J  ( dataset ))  
print  (' a1a2a3a4a5a6a7 --> ',  a1,  a2,  a3,  a4,  a5,  a6,  a7)  
show ( dataset)

• programme principal

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage profond

• 500 itérations • 1000 itérations • 5000 itérations



Réseau de neurones (rappel)

<latexit sha1_base64="szUScD4APNvvYnm4kGM0s/a+EZs="></latexit>x1

<latexit sha1_base64="3FN8JK6b0/w+uVUFDFTRRg2af7o="></latexit>x2
<latexit sha1_base64="Oy6/O/v23zs7z+JEaxeS/M3nufs="></latexit>

hW ,b(x)

<latexit sha1_base64="NwgEeIzE7xskU5leUEfUEdJyo1w="></latexit>xd

• 31 paramètres quand d = 3 !!

<latexit sha1_base64="5y+r7HU6AM2Oo0x3zWFaNXTxJd4="></latexit>

d = d1
<latexit sha1_base64="m/nMv4s3qWyzTaXsu0Z+pEAOxh4="></latexit>

W [2] : 4 ! 3
<latexit sha1_base64="k7tpr28A6XRxlyR1QTm7vrIlncM="></latexit>

W [3] : 2 ! 4
<latexit sha1_base64="EnHV+F6dOCtWNWg1lHDS/gJzSiU="></latexit>

W [4] : 1 ! 2
<latexit sha1_base64="X0mkGbTxIvJe6OJmkagqDrgTgfY="></latexit>

n! = 5
<latexit sha1_base64="yqNvPJOvAQyohBvV+kyQLYpDa2U="></latexit>

W [1] : 3 ! d

• exemple de réseau avec d entrées, 1 sortie, 5 couches                 et une fonction d’activation uniforme f
<latexit sha1_base64="rTyQ9LauMt5pj8dTHYV/iHM42Eo="></latexit>

(n! = 5)

<latexit sha1_base64="i4H88lpykvblqXvNH5RKSFx5AJQ="></latexit>

x = a[1]

<latexit sha1_base64="32sfSk7OYHfvHtx8iFS1Z7TvhE4="></latexit>

a[! +1] = f (z[! +1] )
<latexit sha1_base64="xOy5uiorNpv7Y7KlTXqi61INJCc="></latexit>

hW ,b(x) = a[n! ]

<latexit sha1_base64="pNEs7NondOs705L5hd//QnFFRZY="></latexit>

z[! +1] = W [! ]a[! ] + b[! ]



Apprentissage profond

• fonction calculée

W1 = np. array  ([[ a1],  [ a3]])  # shape 2x1  
B1 = np. array  ([[ a2],  [ a4]])  # shape 2x1  
W2 = np. array  ([[ a5,  a6]])  # shape 1x2  
B2 = np. array  ([[ a7]])      # shape 1x1  

def  F( x):  
    global  W1,  W2,  B1,  B2 
    X = np. array ([[ x]])  
    Z2 = np. dot  ( W1,  X)+  B1; A2 = sigma  ( Z2)  
    Z3 = np. dot  ( W2,  A2)  + B2; A3 = sigma  ( Z3)  
    return  A3[ 0, 0]

xlim  = (- 3,  12)  
def  show ( dataset )  :  
    global  xlim  
    for  ( x,  y)  in  dataset  :  
        plt . plot  ( x,  y,  marker =' o',  color =' r '  if  y  == 1 else  ' b')  
    X = np. linspace  (* xlim ,  100 )  
    Y = np. array  ([ F( x)  for  x in  X])  
    plt . plot  ( X,  Y)  
    plt . grid ()  
    plt . show()

• affichage des données et de la fonction calculée

[ version algébrique ]

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Rétro-propagation (rappel)

2)  pour la sortie (ou les sorties si plusieurs), on calcule 

3) pour chaque neurone des couches intermédiaires, on calcule

4) les dérivées sont maintenant établies 

1) on calcule les         et les       par une passe en avant
<latexit sha1_base64="yrjqccgESD+2lRkcPzWWuHAwjyc="></latexit>

a[! ]
i

<latexit sha1_base64="g2nKm/kRtdXlk/KeFKcdalZW37s="></latexit>

z[! ]
i

<latexit sha1_base64="JhTk8lX1V/XPd2+oEZsLnRXHbKU="></latexit>

! [! ] = (( W [! ])T ! [! +1] ) ¥ f !(z[! ])

<latexit sha1_base64="FYuWtS8k5JXebr/FM6BYFgE1i7w="></latexit>

! [n! ] = ( a[n! ] ! y) ¥ f !(z[n! ])

<latexit sha1_base64="lH3wgiARF9zABJQCb5btGTOZKjg="></latexit>

! W [! ] J(W , b; x, y) = ! [! +1] (a[! ])T

<latexit sha1_base64="LLznsfrA+PdCsIRyHSnhaKzNcPI="></latexit>

! b[! ] J(W , b; x, y) = ! [! +1]

<latexit sha1_base64="Gk6aPDQxfqztGMLG2GfP/a5xP3c="></latexit>¥ multiplication point par point

<latexit sha1_base64="rjfoRCPgLmhhGdpko1Y9Wh+Zur8="></latexit>

! opérateur de dérivation par 
rapport à tous les éléments 
de la matrice

• calcul des dérivées partielles par rapport aux poids



Apprentissage profond
• fonction de coût 
def  Jxy ( x,  y)  :  
    return  0.5  *  ( F ( x)  -  y)** 2 

def  J( dataset )  :  
    s  = 0 
    for  ( x,  y)  in  dataset  :  
        s  += Jxy  ( x,  y)  
    return  s

• dérivée du coût
def  derJxy  ( x,  y)  :  
    # forward pass  
    global  W1,  W2,  B1,  B2 
    X = np. array ([[ x]])  
    Z2 = np. dot  ( W1,  X)  + B1; A2 = sigma  ( Z2)  
    Z3 = np. dot  ( W2,  A2)  + B2; A3 = sigma  ( Z3) 

    # back propagate  
    Y = np. array ([[ y]])  
    D3 =  ( A3 -  Y)  *  dsigma ( Z3)  
    D2 = np. dot  ( W2. T,  D3)  *  dsigma  ( Z2)  
    dJW1 = np. dot  ( D2,  X. T) ; dJB1  = D2 
    dJW2 = np. dot  ( D3,  A2. T) ; dJB2  = D3 
    return  dJW1,  dJW2,  dJB1 ,  dJB2  

def  derJ  ( dataset )  :  
    sW1,  sW2,  sb1 ,  sb2  = 0,  0,  0,  0 
    for  ( x,  y)  in  dataset  :  
        ( dW1,  dW2,  dB1,  dB2)  = derJxy  ( x,  y)   
        sW1 += dW1; sW2 += dW2 
        sb1  += dB1; sb2  += dB2 
    return  ( sW1,  sW2,  sb1 ,  sb2 )

• descente du gradient
def  descent  ( dataset )  :  
    global  W1,  W2,  B1,  B2 
    global  alpha  
    for  epoch  in  range  ( 1000 )  :  
        ( dW1,  dW2,  dB1,  dB2)  = derJ  ( dataset )  
        W1 -=  alpha  *  dW1; B1 -=  alpha  *  dB1 
        W2 -=  alpha  *  dW2; B2 -=  alpha  *  dB2 

alpha  = 0.1  
print  (' J = ',  J  ( dataset ))  
print  (' w1b2w2b2 --> ',  W1,  B1,  W2,  B2)  
show( dataset )  
descent  ( dataset )  
print  (' J = ',  J  ( dataset ))  
print  (' w1b2w2b2 --> ',  W1,  B1,  W2,  B2)  
show( dataset )

• programme principal

<latexit sha1_base64="YNKELdhRlYTxqc8tX45yMPn5Rm4="></latexit>

! [3] = ( a[3] ! y) ¥ f !(z[3])
<latexit sha1_base64="8Es2cLc9a5X/o9Z3v/sA7mtJoFg="></latexit>

! [2] = (( W [2])T ! [3]) ¥ f !(z[2])
<latexit sha1_base64="ZgLAa4JEv9Xpve2gDdz5+N4Yfis="></latexit>

! W [1] J(W , b; x, y) = ! [2](a[1])T

<latexit sha1_base64="h4ZtfQaJZjzAgzcc3st3xSesBCQ="></latexit>

! W [2] J(W , b; x, y) = ! [3](a[2])T

<latexit sha1_base64="VnOUWfhBwoApM7/MTVfV2c/FmwM="></latexit>

! b[1] J(W , b; x, y) = ! [2]

<latexit sha1_base64="LcQRxTBYMH4xsBQ3c6Jb743C9Bo="></latexit>

! b[2] J(W , b; x, y) = ! [3]

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage profond

• 500 itérations • 1000 itérations • 5000 itérations



Apprentissage profond

• l’initialisation des poids est importante pour diminuer l’erreur

• beaucoup d’opérations peuvent être vectorisées avec un GPU (processeur graphique)

- la multiplication de matrices exécutée en parallèle  [                                                          ] 

- chaque étape de la rétro-propagation en parallèle

- l’addition de matrices exécutée en parallèle 

- tout calcul sans variables modifiables (ce n’est pas le cas de la descente de gradient)

• NVDIA est actuellement le plus important fabricant de GPU, aussi rebaptisé Neural Engine chez Apple

• Tensorflow, Pytorch marchent avec GPU sur PC avec chip AMD, macbook-pro, et iMac avec les  
chips M1, .. , M4 (chip Apple/ARM). Google a développé les TPU (Tensor Processor Unit)

https://youtu.be/cGEIEnekmRM   

https://youtu.be/cGEIEnekmRM
http://jeanjacqueslevy.net/algo-prog-ia-25
https://youtu.be/cGEIEnekmRM


Reconnaissance de texte
[ exemple pris de Deepmath Exo7 (cité dans la 2ème diapositive), page 192 ]

Le but de cet exemple est de dŽcider si une critique de Þlm est positive ou nŽgative. Voici un exemple de
critique (la critique numŽro 123) de la base que nous utiliserons :

beautiful and touching movie rich colors great settings good acting and one of the most charming
movies i have seen in a while i never saw such an interesting setting when i was in china my wife
liked it so much she asked me to log on and rate it so other would enjoy too

CÕest un critique positive !

La base IMDB fournit 25000 critiques dÕapprentissage, chacune Žtant dŽjˆ catŽgorisŽe positive (valeur 1)
ou nŽgative (valeur 0)

Voici trois (fausses) critiques :
Ç bon Þlm ˆ voir absolumentÈ
Ç dŽbut moyen mais apr•s cÕest tr•s mauvaisÈ
Ç Þlm dr™le et Žmouvant on passe un bon momentÈ

¥ Tout dÕabord, parmi toutes les critiques, on ne retient que les 10 mots les plus frŽquents. Imaginons que
ce sont les mots :   Þlm, bon, mauvais, voir, Žviter, tr•s, bien, mal, moyen, super

En rŽalitŽ on retiendra les 1000 (voire 10 000) mots les plus frŽquents.



Reconnaissance de texte
[ exemple pris de Deepmath (cité dans la 2ème diapositive), page 192 ]

¥ Tout dÕabord, parmi toutes les critiques, on ne retient que les 10 mots les plus frŽquents. Imaginons que
ce sont les mots :   Þlm, bon, mauvais, voir, Žviter, tr•s, bien, mal, moyen, super

En rŽalitŽ on retiendra les 1000 (voire 10 000) mots les plus frŽquents.

¥ On code une phrase comme une liste dÕindices de mots. Le mot Ç Þlm È est remplacŽ par 1, le mot Ç bon È
par 2,. . . jusquÕˆ Ç super È. Les autres mots ne sont pas pris en compte. Par exemple la critique Ç bon Þlm
ˆ voir absolument È devient la liste dÕindices [2, 1, 4]. Les deux autres critiques deviennent [9, 3] et [1, 2].

¥ On transforme ensuite chaque liste en un vecteur de taille Þxe n = 10 de coordonnŽes 0 ou 1. On
place un 1 en position i si le mot numŽro i appara”t dans la critique. Ainsi la phrase Ç bon Þlm ˆ voir
absolument È, codŽe en [2, 1, 4] devient le vecteur X = (1, 1, 0, 1, 0, 0, 0, 0, 0, 0) . La phrase codŽe
[9, 3] donne le vecteur X!= (0, 0, 1, 0, 0, 0, 0, 0, 1, 0).

[ texte des programmes ]

http://jeanjacqueslevy.net/prog-ia-25/progs/all/c8.py


Apprentissage supervisé, renforcé ou non

• apprentissage supervisé avec un jeu de données d’entrainement où la sortie est étiquetée

• apprentissage non supervisé avec un jeu de données non étiquetées

• l’apprentissage génératif désigne la prédiction à partir d’une des méthodes précédentes

- ce qu’on a vu jusqu’à présent

- on essaie de les classer en groupes à partir de données prises au hasard initialement

- on modifie l’apprentissage automatique avec quelques interventions humaines
• apprentissage renforcé est un mélange des deux techniques

- par exemple, GPT (generative pre-training transformer) utilisé dans les LLM ou Chat-GPT



Modèles de réseaux

• nn:  modèles séquentiels 

• rnn:  modèles récurrents

• modèles fonctionnels (en Keras)

- suite de couches (plus ou moins denses, couches de convolution possibles)

- boucles possibles dans l’enchaînement des couches

- topologie à la carte



Conclusion
• l’apprentissage est bien loin des algorithmes

• la contribution informatique est : le stockage possible de grand nombre de données, les processeurs parallèles

• etc..

• l’apprentissage est une discipline plutôt expérimentale (statistiques et probabilités)

• l’apprentissage a été souvent le domaine de la vision par ordinateur (computer vision)

• de manière surprenante, l’apprentissage marche pour l’analyse de la langue naturelle (NLP) avec les LLM et GPT

• il reste à l’intégrer à la démonstration automatique de théorèmes, à l’aide à la programmation (copilot) ou  
à la vérification du logiciel



Conclusion - bis
• l’intelligence artificielle donne des solutions approchées et non-déterministes

• les algorithmes informatiques donnent des solutions exactes et reproductibles

Vive  l’informatique !


